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Resumen

En este articulo se propone laimplementacién de un Multimodelo Neuronal Jerérquico (MNJ) basandose en la similarri-
dad con el modelo difuso de Takagi-Sugeno. El modelo MNJ tiene tres partes: 1) fuzificacion; 2) inferencia en e nivel
bajo usando Redes Neuronales Recurrentes, RNR; 3) defuzificion en el nivel jerarquico ato usando una RNR que es en
realidad un filtro-sumador ponderado de las salidas de las RNR del nivel bgjo. El aprendizaje y € funcionamiento de
ambos niveles jerérquicos son independientes. El modelo MNJ es implementado como identificador y controlador (fe-
edforward, y feedback) en dos esquemas de control directo adaptable. Ambos esgquemas de control son aplicados con
una planta mecénica con friccion y comparados con otros esquemas de control neuronal y difuso, mostrando mejores re-

sultados.
Palabras Clave: Control adaptable neuronal con modelo inverso, control neuronal directo adaptable, identificacion de
sistemas, Multimodelo Neuronal Jerérquico, Red Neuronal Recurrente Entrenable, sistema mecanico con friccion.

Abstract

The present paper proposed to implement a Neural Hierarchical Multi-Model (MNJ) based on the similarity with the
fuzzy model of Takagi-Sugeno. The MNJ has three parts: 1) fuzzyfication; 2) inference engine in the lower hierarchical
level, using Recurrent Neural Networks, RNR; 3) defuzzyfication in the upper hierarchical level, using one RNR doing a
filtered weighted summation of the outputs of the lower level RNRs. The learning and functioning of both hierarchical
levels is independent. The MNJ is implemented in two schemes of direct adaptive control as an identifier and as a feed-
forward/feedback controller, as well. Both control schemes are applied for control of a mechanical plant with friction
and compared with other neural and fuzzy control schemes, exhibiting better results.

Keywords: Inverse model adaptive neural control, direct adaptive neural control, systems identification, Neural Hierar-
chical Multimodel, Recurrent Trainable Neural Network, mechanical system with friction.

1 Introduccidn

La friccidn es una resistencia natural relativa al movimiento entre dos cuerpos en contacto, [1], [2], [3]. Las fuerzas de
friccion no lineales son inevitables en sistemas de control de movimiento de alta g ecucion. Para evitar esto, es apropiado
el uso del enfoque multimodelo neuronal. Algunos trabajos en este campo, relacionados a laidentificacion de objetos dina-
micos no lineales complejos, utilizando € multimodelo neuronal, donde € espacio de las variables de salida de la planta se
divide en dos — positivo y negativo sin recubrimiento, han sido publicados por Baruch y otros, [4], [5], [6], [7], [8], [9]. En
los articulos [10], [11], [12], se ha utilizado un enfoque neuronal paraimplementar un control indirecto y directo adaptable.
En € articulo [13] se aplica el multimodelo neuronal para reaizar las dichas esquemas de identificacion y control de siste-
mas no lineales. La union de las técnicas de ldgica difusay las redes neuronales poseen la novedosa idea de la transforma-
cion de los limites del disefio del control de lalégica difusay la decision de sistemas hacia € entrenamiento y aprendizaje
de las redes neuronales, [14], [15], [16]. Esto es, las redes neuronales proveen una estructura de conexion (tolerancia a
error y propiedades de representacion distribuida) y las habilidades de aprendizaje de los sistemas de control de I6gica di-
fusa que proveen alas redes neuronales como un marco estructural con un ato nivel de raciocinio y pensamiento de lare-
glaIF-THEN. En los articulos [10], [11], [12], se habl6 acerca de la Red Neuronal Recurrente Entrenable (RNRE), la cual
tiene caracteristicas importantes con respecto a disefio de leyes de control, debido a que estas RNRE permiten €l gjuste de
los pesos y umbrales, ademés de que la arquitectura de la red neuronal es completamente paralelay posee un nimero mini-
mo de parametros, de tal manera que nos permite un aprendizaje mas rapido. Con la restriccion en los pesos de retroali -
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mentacion se asegura la estabilidad de lared, y con solo lainformacién de entrada y salida, sera suficiente para el entrena-
miento de lared.

En € trabajo presente se propone un nuevo esquema de Multimodelo Neuronal Jerarquico (MNJ) para identificacion y
control, €l cual se aplica aun sistema mecanico con friccion en la carga. Este sistema presenta un comportamiento atamen-
teno lineal debido ala naturaleza de la fuerza de friccion que actlia sobre la carga. Este trabajo tiene como objetivo a desa-
rrollar un multimodel o neuronal jerarquico usando tres interval os con recubrimiento (positivo, cero y negativo), que otorga
las ventajas propias de las redes neuronales artificiales en combinacion con la l6gica difusa, y dada su construccion con
RNREs, otorga también las ventajas dichas de las RNREs.

2 Modelosde L 6gica Difusay RNRE

Uno de los model os comunes en la légica difusa es € modelo de Takagi —Sugeno, [17]. Dicho modelo es una mezcla entre
e modelo linglistico de Mamdani, [14], y e modelo de regresién matemética. La regla antecedente describe las regiones
difusas en el espacio de entrada. La regla consecuente es una funcion matematica no difusa de la entrada. La estructura de
las reglas esta descrita por:

R: IFxisAi THENy =fi(x), i=12,.,P (0]

Donde f; son las funciones matematicas no difusas, las cuales conservan la misma estructura, variando los parametros
en cada una de las reglas. El uso mas simple y préactico en la parametrizacion es laforma lineal, ilustrada en Figura 1, don-
de se definen las reglas de forma:

4

Fig.1. Aproximacion lineal de Takagi-Sugeno
R: IFxisAiTHENy =a™x +b;,i=1,2,.., P )]

Donde a;, es un vector de parametrosy b; es un escalar (umbral).
El mecanismo de defuzificacion, se muestra en la siguiente ecuacion:

L (X Yyi
Y = 72 ©)
£ (X)

Este método es cominmente conocido como defuzificacion por medio de centros, [14]. El modelo de Takagi-Sugeno,
[17], admite el uso en la parte consecuente de una funcion no difusa, la cua puede ser un modelo estatico o dinamico (es-
pacio de estados), donde la vaidacion es determinada por la funcion de pertenencia. El uso de RNR en la parte antecedente
de laregla puede disminuir drasticamente el nimero de intervalosy reglas difusas necesarias para una buena aproximacion.
Mastorocostas y Theocharis, [16], hacen un amplio estudio de distintos trabajos en la aéreay proponen como funcion ante-
cedente usar la RNR de Frasconi-Gori-Soda, [18]. Esta RNR tiene la desventgja de ser secuencial, 1o cual introduce un re-
tardo variable en el modelo, dependiente de su orden relativo. Baruch y Gortcheva, [4], proponen como una funcion conse-
cuente no difusa, usar un modelo de RNRE implantado en un multimodelo difuso-neuronal con dos intervalos - positivo y

29



Implementacién de un Multimodelo Neuronal Jerarquico para | dentificacién y Control de Sistemas Mecanicos

negativo, sin recubrimientos. La red RNRE tiene la ventaja de ser paralela con un retardo fijo (que es uno), independiente
de ladimensién del vector de su estado. En el presente trabajo, nosotros estamos proponiendo usar un multimodel o difuso-
neuronal con tres interval 0s — positivo, negativo y cero, con recubrimientos. La regla difusa de identificacion, propuesta, es
dada por |a siguiente representaci én:

Ri: IF xisAi THEN yi(k+1)=N;[x(k),u(k)], i=1,2,3 4

Donde: N;(.) denota lafuncion de la RNRE; i es € nimero de la funcion RNRE; € nimero total de modelos RNRE es
3 (esto corresponde alas reglas difusas R)). En e caso de control, el multimodelo difuso-neuronal estd dado por la siguiente

regla
Ri: IF xisA THEN u; (k) = Fi[X(k), r(k), Y(k)], i=1,2,3 5)

Donde u; (k) = Fi[X(k), r(k), Y(k)], denota la funcion de control correspondiente; i es el nimero de la funcién RNRE;
€l nimero total de modelos RNRE es 3.

En [10], [11], [12], se expone la forma discreta de |la RNRE con una estructura canénica de Jordan. El modelo esta des-
crito por las siguientes ecuaciones:

X(k+1) = I X(k) + B U(K) (6)
J=diag(J;); uO<1 )
Z(k) = S[X(k)] ©)

Y (k) =S[C Z(k)] 9)

Donde: Y (.), X(.), U(.) son vectores de salida, estado y entrada, con dimensiones L, N, M, respectivamente; Z(.) esun
vector de la salida de la capa oculta con dimensién N; J es una matriz diagonal (NxN), esto es, J = diag(J;). La ecuacion
(7) es una condicién de estabilidad, impuesta sobre todos los elementos J; de J, que en realidad son los va ores propios del
modelo discreto de la RNRE. Las matrices B y C son de dimensién (NxM) y (LxN), respectivamente. El vector S(.) es un
vector de funciones de activacion (tangente hiperbdlico) con una dimension apropiada. Los pardmetros del modelo son las
matrices de los pesos J, B, C y el vector de estado X(.). Para gjustar 10s pesos de la RNRE se utiliza laley de aprendizaje -
retropropagacion del error (Backpropagation - BP), descrita por |a siguiente ecuacion en una forma general:

Wij(k+1) = Wi(k) + n AW;(k) + » AWj(k-1) (10)

Donde n es latasa de aprendizaje; » eslatasa de momento; Wi; es €l peso ij; AW;; es € gradiente de la funcion de
costo con respecto a peso gjustable. Las actualizaciones ACjj, AJ;;, AB;; de los pesos Cjj, Jij, Bjj estén dados por:

AC; (k) = [Ti(k) - Y;(K)] [1 - Y;2(K)] Zi(K) (11)
R1=Ci(k) [T(k) - Y(K)] [1- Z(K)] 12
AJ;i(k) = R Xi(k-1) (13)

AB;(k) = R Ui(k) (14

Donde: T es el vector de la salida deseada con dimension L (para el caso de identificacion, T eslasalidade laplanta, y
para e caso de control, T eslasefia de referencia); [T-Y] es el vector del error con dimension L; R1 es una variable auxi-
liar.

3 Identificacién de Sistemas Usando MNJ
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Un diagrama general de bloques del esquema de identificacion dinamica neuronal usando una regla del MNJ de I dentifica-
cion (MNI) esta dado en laFigura 2.

u(k) .| Sistemao
Planta

y

N Algoritmo de
Aprendizaje

Fig.2. Diagrama general de blogues para laidentificacion de una planta usando una RNRE

En [10], [11], [12], se ha comentado acerca de la identificacion de sistemas no lineales con RNRE. En este trabajo, se
propone la implementacion de un multimodelo neuronal jerérquico basandose en la similarridad con € modelo de Takagi-
Sugeno, [17]. El modelo MNJ tiene tres partes nombradas como: 1) fuzificacion (o categorizacion), donde la sefial de sali-
da se divide en intervalos . (aqui son tres — positivo [1, -0.5], negativo [-1, 0.5] y cero [-0.5, 0.5]); 2) inferencia, que es el
Nivel Jerérquico Bajo (NJB) y contiene un cierto numero de reglas correspondientes a un cierto numero de redes neurona-
les (en este caso son tres) que operan sobre los intervalos 4 3) defuzificacion, que es Nivel Jerarquico Alto (NJA), cua
constituye de una red neuronal que es en realidad un sumador de las salidas de las RNREs del nivel bgjo. El aprendizaje y
el funcionamiento de ambos niveles jerarquicos son independientes. El objetivo principal del identificador neuronal es que
la salida del MNJ de identificacidn tiene que seguir la salida de la planta y, con un minimo error global de identificacion
a(k):

& (k)= yp(k)-yi(k) (15)

El error local, usado para el gjuste de cada una RNRE que entra en €l nivel bajo del MNJ, estaré descrito como:

&i(K)= yei(k)-yi(k) (16)

Figura 2 representa €l diagrama general de blogues para la identificacion de una planta usando una RNRE. El cambio
de RNRE con un MNJ de identificacion (con estructura, dada en Figura 3) nos da el diagrama general de blogues para este
caso.Es claro denotar que la parte antecedente esta relacionada directamente con la salida de la planta y,, para que y,, sea
fuzzificada en y, o i y, funciones de inclusion. Por su parte, para la defuzificacion se propone sustituir la suma pondera-
da, denotada por la ecuacion (3), con una RNRE, que representa € nivel alto del MNI y que tiene una simple arquitectura.
Ladicha RNRE requiere de las salidas yi; como entradas y del error &, que permite el gjuste de los pesos en el algoritmo de
aprendizaje (10).

] > <
Nm e L i m i i it Em i s Em e s s e s e Ems Em Emem =t Em s s e .=t ==

Fig.3. Diagrama de bloques de un MNJ de Identificacion (MNI)
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4 Esquemasde Control Adaptable

El control de sistemas adaptables requiere e disefio de un sistema que modifique el comportamiento natural de la planta
con el objetivo de seguir una referencia deseada. En este esquema de control se supone que € disefiador tiene el suficiente
conocimiento del sistema como para definir el comportamiento deseado. El primer trabajo de aplicacién de redes neurona-
les para el control adaptable de sistemas es de Narendra y Parthasarathy, [19]. A continuacién se presentan un par de es-
guemas de control adaptable para sistemas no lineales en tiempo real, en donde laidentificacion y el control se realizan por
medio de MNJs.

4.1 Control Adaptable con Modelo Inverso

El control adaptable de seguimiento de trayectoria con modelo inverso de la planta es un control feedforward, donde se
construye un modelo inverso en serie de la planta, capaz de compensar su dindmica en formatal que la salida de la planta
sigue la sefial de referencia. El aprendizaje del controlador requiere minimizar una funcién de costo del error de seguimien-
to de la trayectoria deseada con respecto a los parametros (pesos) del controlador neuronal. Bajo este principio se propone
el uso de un Multimodelo Neuronal de Control (MNC), que es un MNJy contiene las tres partes ya descritas (fuzificzcion,
inferenciay defuzificacion), y es usado como un modelo inverso de la planta e ilustrado en las Figuras 4 y 5. Aqui € error
en la salida de la planta se transmite hacia |la entrada usando un MNI. El error de control local y el error de control global,
estan dados por:

e(k) = Ri(k) - yri(k); e(k) = R(Kk) - ye(k) 17

R
© 1 5 mnc vl

;"’;Control
€c(x)

[ M, ;
T T —

Fig. 4. Diagrama general de bloques para un control adaptable usando MNJ inverso

Fig. 5. Diagrama de bloques de un controlador adaptable (MNC) con MNJ inverso
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Laparte de lainferencia difusa del MNC estd compuesta por un conjunto dei reglas, formadas por i RNREs (nivel bajo del
controlador), entrenados con los errores propios de control para € guste de los pesos en cada uno de los algoritmos de
aprendizaje, de tal modo que €l ajuste de los pesos de lai RNRE, requiere del error local, formado por la Ri sefial de refe-
renciay lay, sefiad de salida de la planta, entregados por las pi de una fuzzificacién respectiva (ver la ecuacion (17)) de R
Y Vp. Referente a la defuzificacion, utilizamos una RNRE (nivel alto del controlador), la cual es ajustada directamente por
e error global entre la sefial de referencia R y la salida de la planta y,, entregando asi la sefial de control U en la entrada de
laplanta, situacion ilustradaen las Figuras 4 y 5.

4.2 Control Directo Adaptable

En la Figura 6, se muestra el esquema del control directo adaptable usando MNJs. Este control directo adaptable extiende
las posibilidades del control similar, usando tres RNREs, [10]. El esquema de control consta de tres MNJs. Dos MNJs for-
man la parte del control, y latercera es un identificador (estimador) de los estados locales de |a planta, usados en €l contral.
La parte del control esta compuesto por un Multimodelo Neuronal de Control feedforward (MNCIf), dependiente de la tra-
yectoria de referencia, y también por otro Multimodelo Neuronal de Control feedback (MNCfb), dependiente de los esta-
dos que genera el Multimodelo Neuronal de Identificacion (MNI). La estructura del controlador MNCfb estd dada en la Fi-
gura’.

€c(k)

PLANTA

&i(k)

MN-..

Fig. 6. Diagrama general de bloques de un control directo adaptable usando MNC

X, k) X AK) X,(K)
B
| !
. |
| RRT | RNRT RNR |
. A = A = A - .
' & &, & |
! Y% !
! LBNR] e MNCFb

..................... T

Fig. 7. Diagrama de bloques del controlador MNC feedback
El control entonces estd formado por la suma de Uy (control feedforward) y Us, (control feedback). El controlador

MNCff es similar a controlador MNC con modelo inverso, dado en la Figura 5, en donde el gjuste de los pesos de la i-
RNRE requiere el error loca de control (ver ecuacion (17)), formado por lay, sefid fuzificada de la salida de la planta, y
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laRi sefial de referencia, entregada por la pi de fuzzificacion. Similarmente, la red neurona de defuzificacion es gjustada
directamente por el error global de control (ver la ecuacién (17)), entregando asi la parte feedforward de la sefial de con-
trol.

El controlador MNC feedback tiene la misma estructura que el controlador MNC feedforward con la Unica diferencia
gue €l tiene como entradas |os vectores de estado estimados por MNI. Como se puede ver en Figura 7, € control feedback
U, es directamente dependiente del nimero de los estados generados por el identificador - estimador como entradas, 1o que
esta directamente ligado con el disefio de las capas ocultas de las RNRE del MNI, lo cual determina el niUmero de entradas
de las RNRE de control en el MNCfb.

5 Resultadosde Simulacion

En esta parte, las dos propuestas esquemas de control seran ilustradas usando €l modelo discreto de una planta mecanica de
un grado de libertad con friccion. EI modelo de lafuerza friccion es basado a desarrollo, dado en [1], [2], [3].

5.1 Modelo General dela Planta con Friccion

Laecuacion genera de un sistema mecéanico de un grado de libertad con friccion esta dada por la siguiente ecuacion:
m 6 (t) + fr(v,t) + d(t) = Ko u(t) (18)

Donde: m es lamasa; v(t) = 0 (t) eslavelocidad; 0 (t) es € desplazamiento relativo; fr(v,t) es la fuerza de friccidn;
u(t) eslafuerza de control; Ko esla ganancia del sistema; d(t) es una perturbacion externa acotada, causada por la fuerza
de lacarga. Se supondra que la perturbacion externa es acotada por una constante d > 0, y tiene la forma, dada por la ecua-
cién siguiente:

dit)=d1l 6 (t)+d2 §(t); |d(t)|<d;t>0 (19)

La fuerza-friccion, como se puede ver en la Figura 2, es cominmente modelada como una combinacion de la friccidn
estética, friccion de Coulomb, friccidn viscosay efecto Stribeck, [1], [2], [3].
Lafuerzadefriccién fr(.) esté descrita como sigue:

Fuerza deFriccion

A
Friccion Sribeck
Friccion Edé&ica

FriCCION 06 .o Ly
Coulomb Fricciéon
visoosa
< >

Velocidad

v

Fig.8. Comportamiento de la fuerza-friccion

fr(v,t) = Faip(v) a(v) + Fsi(U)[1 - a(V)] (20)
1, vit)O>a

a(v) = (21)
0, v(t)O=a
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Donde: a > 0; Fgip(Vv) eslafuerzafriccion de deslizamiento; Fsia(u) es lafuerza de friccidn a velocidad cero. Este término
es usado para determinar si la masa permanecera sin movimiento o se liberara de la fuerza de friccion estatica (stick). Los
limites positivo y negativo de la fuerza de friccion estética estan dados por Fs'y Fs, respectivamente, que generalmente no
son iguales en magnitud. El modelo de lafuerza F«i«(u) en su forma siguiente considera esas asimetrias:

Fo, u(k) 2 Fe
Fua(U) = u(k), Fs<u(k)<Fs (22)
0, u(k)<Fs

La masa ho se puede mover hasta que la fuerza aplicada sea més grande en magnitud que la respectiva fuerza de fric-
cion estatica.

Lafriccidn viscosa (slip) Fsip(V), proporciona valores de la fuerza de friccion a vel ocidades diferentes de cero, y es re-
presentada como sigue:

Faip(v) = Fa*(v) b(v) + Fa(v) b(-v) (23)
1, v(t) >0
b(v) = (24)
0, v(t)<0
Fa'(v) = Fs* - AF* [1 - exp(-vive*)] + BV (25)
Fo(v) =Fs - AF [1- exp(-vive)] + B v (26)

Donde: AF*y AF- son |as caidas respectivas desde €l nivel de fuerza estatica hasta la fuerza de nivel cinética; ve* Yy Vo
son las velocidades criticas de Stribeck; By B son los coeficientes de friccidn viscosa. La fuerza de friccion es modelada
como una suma de friccién estatica, friccion viscosay €l efecto Stribeck. En este caso, € nivel de la friccion de Coulomb
(ver Figura 8) es presentado como F¢0 = F¢s0) - AF+0), El efecto Stribeck significa que la fuerza-friccion decrece con el au-
mento de la velocidad, [2]. Con el fin de observar el comportamiento de dichas simulaciones, se realizara un cambio de la
fuerza-friccion alos diez segundos del inicio de la simulacion que tiene una duracion de vente segundos.

Los valores de los parametros de la friccidn estan dados en Tabla 1. Los pardmetros dados presentan una asimetriaen la
fuerza-friccién para valores positivos y negativos de la velocidad.

Por lo tanto el modelo en tiempo discreto de un sistema con un grado de libertad con friccidn, es obtenido en laforma:

Xa(k+1) = Xo(K) @27
Xo(k+1)=0.025X 1(k)-0.3X o(k)+ 0.8U(k)-0.1Fr (k) (28)
V(K)=Xo(K)-X1(K) (29)

0 (k)=0.1X4(K) (30)

Donde Xi(k), X(k) son los estados del sistema; V (k) eslavelocidad angular y § (k) esla posicion del sistema; k esla
variable de tiempo discreto, y lafuerza de friccion Fr (k) esta gobernada por las ecuaciones (20) hasta (26). Los parametros
utilizados para las simulaciones pertinentes estan dados en Tabla 2.
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Tabla 1. Pardmetros de friccién

Parametro | Fricciénl | Friccion 2 | Unidad
F 42 54 N
F 1.8 25 N
Vet 0.1 0.2 m/s
B* 0.5 0.4 N s/m
Fe -4.0 -5.0 N
F -1.7 -2.0 N
Ve 0.1 0.2 m/s
B 0.5 0.4 N /m
o 0.001 0.001 m/s
m 1.0 1.2 kg

Tabla 2. Pardmetros utilizados en la simulacion

Parémetro Valor
Tasa-Momento, » 0.01
Tasa-Aprendizaje, n 0.9
Periodo de Muestreo, To 0.1 seg.

Uno de elloses To, € cua debe ser lo suficientemente pequefio para capturar los efectos de las no linealidades. La se-
fial de referencia esta dada por:

R(k) = Sat [0.5 Sen (1k) + 0.5 Sen (Tk/2)] (31)

Donde € nivel de saturacion es+ 0.8.

5.2 Analisisde los Resultados Gr aficos Obtenidos

A continuacion se presentan los resultados de simulacion bajo la l6gica difusa. El sistema de control contiene tres re-
glas (similar al MNJ) de tipo Takagi-Sugeno, compuestas por funciones de membresia de tipo campana de Gauss. La defu-
zificacion esta compuesta por la suma ponderada, descrita con la ecuacion (3). Parala simulacion se utilizo la herramienta
“Fis Editor" de MATLAB (ver Figura9).

L os resultados gréficos de simulacion, obtenidos con un sistema difuso de control estan presentados en la Figura 10 a,b.

Los resultados comparativos de identificacion de un modelo mecénico con friccién en la carga, aplicando una sola
RNRE y e MNJ de identificacién, se ilustran en Figuras 11, a,b,c,d. La arquitectura de las RNRE en la parte consecuente
de las reglas difusas es de (1, 5, 1- una entrada, una salida y cinco neuronas en la capa oculta). Para la parte de defuzifica-
cion y para esguemas de identificacion con una RNRE se usa latopologia (1, 3, 1). Figura 11,ailustra los resultados gréfi-
cos de laidentificacion de la planta para el caso que usa una sola RNRE. Los resultados usando un MNI estan dados en Fi -
gura 11,b. Los resultados del Error Medio Cuadrético (EMC) de identificacién para ambos casos estan dados en Figuras
11,c,d, respectivamente. Nosotros encontramos que €l indice de desempefio en etapa final de laidentificacion (los 20 seg.)
para el modelo con una RNRE esde 1.5% y parael MNI es de 0.28%.

Los resultados comparativos de seguimiento de trayectoria, aplicando un control con modelo inverso usando una sola
red y usando MNC inverso, estdn dados en Figuras 12,a,b,c,d. Figuras 12,c,d ilustran e EMC de control, para € caso de
control con una solared y para el MNC inverso, donde el indice de desempefio esta por debajo del 0.8% y 0.5% alos 20
seg., respectivamente.

Referentes a un controlador difuso, Figura 10,b ilustra e EMC de control, € cual muestra un indice de desempefio de
12% en 20 seg. Este valor es mayor que €l resultado de simulacién con redes neuronales, ademas de presentar mayor sus-
ceptibilidad a perturbaciones externas. Por ejemplo, en € cambio de friccién alos 10 seg después del inicio de la simula-
cion, la sefial de seguimiento de control se ve claramente af ectada, como se puede ver en Figuras 10,a,b.

Los resultados de ssimulacion utilizando € control directo adaptable para el modelo mecénico con friccion en la carga,
usando tres RNREs y el MNCff-fb se muestran en las Figuras 13, a,b,c,d, respectivamente. Como se menciono en € Para-
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grafo 4.2 de este articulo, el MNJ-control directo adaptable esté formado por la suma de un control de tipo feedfoward Uy y
un control de tipo feedback Us,. Latopologia de RNRE en lai regla de la parte consecuente del control Us es(1,5,1) y la
topologia de RNRE en lai regla de la parte consecuente del control Uy, es (5, 5, 1), esto debido a que e control Uy depende
directamente de los estados estimados por el MNJ-identificador. Por lo tanto cada una de lasi RNRE en nivel bajo de infe-
rencia del MNI otorgara los estados X(k) como entradas de lai RNRE en nivel bajo de inferencia del MNC. Latopologia
parala RNRE en el nivel alto de defuzificacion es de (1, 3, 1) asi como para el control con tres RNREs.

L os resultados comparativos de seguimiento de trayectoria, usando un control directo adaptable con tres RNREs y con
MNCff-fb, estan dados en Figuras 13,a,b. Figuras 13 c,d ilustran el EMC de control para el caso de control tres RNRES y
para el uso de MNCff-fb, donde el indice de desempefio esta por debajo de 0.25% y 0.15% a los 20 segundos, respectiva-
mente, superando €l control con modelo inverso.

3 Rule Viewer: motord -0 x|

File Edit Miew  Options

posicion = -0.481
cartiente = -0.375

| ANl

V-

e i

Input: [0 4205 | |[Plet paints: [0 Move: it | right | down| up |

Opened system maotord, 3 rules Help ! Close !

Figura 9. Simulador de sistemas difusas “FIS Editor”

a) b)

Fig. 10. Resultados de simulacion usando un control difuso; @) Seguimiento de la sefial de referencia por la salida de la planta; b) EMC
de control
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a) b

)
R R |
0) d)

Fig. 11. Resultados comparativos de identificacion con una sola RNRE y con MNI; a) Seguimiento de lasalida de la planta por lasalida
de laRNRE de identificacion; b) Seguimiento de la salida de la planta por la salida del MNJ de identificacién; ¢) EMC de identificacion
con una RNRE; d) EMC de identificacién con un MNI

a)

b)
0 d)
Fig. 12. Resultados comparativos de control con modelo inverso, usando RNRE y usando MNJ de control; a) Seguimiento de la sefia

de referencia por la salida de la planta usando RNRE de control; b) Seguimiento de la sefial de referencia por la salida de la planta usan-
do MNC; ¢) EMC de control con RNRE; d) EMC de control con un MNC

0 d |

Fig. 13. Resultados comparativos de control directo adaptable, usando RNREs y usando MNJs de control; a) Seguimiento de la sefial de
referencia por la salida de la planta usando RNRES de control; b) Seguimiento de la sefia de referencia por la salida de la planta usando
MNCs; c) EMC de control con Rores; d) EMC de control con un MNCs
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6 Conclusiones

En este articulo se propone la implementacién de un Multimodelo Neuronal Jerarquico (MNJ), basdndose en la simila-
rridad con el modelo difuso de Takagi-Sugeno. EI modelo MNJ tiene tres partes: 1) fuzificacion; 2) inferencia en €l nivel
bajo usando RNRES; 3) defuzificion en el nivel jerérquico alto usando una RNRE que es en realidad un filtro-sumador
ponderado de |as salidas de las RNRE del nivel bgjo. El aprendizaje y el funcionamiento de ambos niveles jerarquicos son
independientes. EI modelo MNJ es implementado como identificador y controlador (feedforward, y feedback) en dos es-
guemas de control directo adaptable. Ambos esquemas de control son aplicados con una planta mecanica con friccion y
comparados con otros esquemas de control neuronal y difuso, mostrando mejores resultados.

Al final, podemos concluir que e MNJ tanto de identificacién como de control, es una herramienta poderosa, ya que
guarda las virtudes de las redes neuronales recurrentes y laldgica difusa. Dichas virtudes son observadas en las simulacio-
nes pertinentes de control, donde lalégica difusa no presenta buenos resultados y se desestabiliza cuando los pardmetros de
lafriccion cambian, ya que una sola RNRE logra superar €l dicho control. El controlador difuso logra tener un buen control
al aumentar el nimero de reglas 'y por consecuencia el nimero de funciones de pertenencia, pero con un alto precio agorit-
mico-computacional. EIl MNJ propuesto realiza €l control mejor que una sola RNRE y también al respecto de un controla-
dor multimodelo neuronal sin recubrimiento, aun bajo los efectos de la friccion variable.
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